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Разработка алгоритма для предсказывания  энергии молекулы по ее трехмерной реализации
Аннотация. В работе проведен анализ существующих представлений моделей молекулу, выявлены существующие методы решения задачи определения химических и физических свойств молекулы по ее трехмерной реализации. На основе полученных результатов предложена модель машинного обучения для предсказания энергии молекулы.
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Машинное обучение - это область искусственного интеллекта, которая позволяет компьютерам обучаться на основе данных и делать прогнозы или принимать решения на основе этих данных. Важной областью применения машинного обучения является изучение представлений структурированных данных о молекулах и исследование их химического пространства. Так как молекулы являются основными строительными блоками всех живых организмов и большинства материалов, используемых в нашей повседневной жизни. Машинное обучение позволяет анализировать огромные объемы данных о молекулах и выявлять скрытые закономерности, что может помочь ускорить процесс моделирования молекулярных систем и сократить затраты на экспериментальное исследование.
Техники высокопроизводительного скрининга и машинного обучения позволяют быстро и точно предсказывать свойства молекул, что ускоряет процесс генерации кандидатов для вычислительного исследования или синтеза. 
В работе представлены MOSES(Molecular Sets) - стандартизированные наборы данных, утилиты и метрики для генерации молекул, основные компоненты MOSES на рисунке 1.
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Рисунок 1. Основные компоненты MOSES
Источник: Molecular Sets (MOSES): A Benchmarking Platform for Molecular Generation Models. URL: https://github.com/molecularsets/moses
Набор основан на коллекции ZINC Clean Leads. Всего он содержит 4 591 276 молекул, отфильтрованных по молекулярной массе в диапазоне от 250 до 350 дальтон, числу вращающихся связей не более 7 и XlogP меньше или равному 3,5. Набор данных содержит 1 936 962 молекулярных структуры.
В MOSES в основном используются модели обучения распределения для создания виртуальных библиотек. Наложение простых правилных ограничений на виртуальную библиотеку (например, максимальный или минимальный вес) является простым, но неясно как применять неявные или мягкие ограничения на библиотеку. Например, лекарственный химик может ожидать, что определенные подструктуры будут чаще встречаться в созданных структурах. Распределение моделей обучения, опираясь на набор ручных или автоматически выбранных соединений, производит больший набор данных, сохраняя неявные правила из набора данных. Еще одним применением моделей обучения распределению является расширение обучающего набора для последующих полу-надзорных предиктивных задач: можно добавить новые неразмеченные данные, выбирая соединения из генеративной модели.
Молекулярное моделирование - это процесс, который использует теоретические и вычислительные методы для имитации поведения молекул в различных областях, таких как вычислительная химия, дизайн лекарств, вычислительная биология и материаловедение. Эти расчеты являются сложными и трудоемкими для систем любого разумного размера, поэтому использование искусственного интеллекта в этом процессе является очень актуальной задачей. Есть несколько молекурных представлений:
1. Молекулярный граф - рисунок 2;
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Рисунок 2. Молекулярный граф
2. Simplified molecular-input lineentry system (SMILES) — это обход молекулярного графа в глубину - рисунок 3;
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Рисунок3. SMILES
3. Молекулярная конформация - это пространственное расположение атомов рисунок 4.
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Рисунок 4. Молекулярная конформация
Необходимо разработать алгоритм, который по трехмерной реализации молекулы будет предсказывать ее энергию. Для решения задачи будем использовать графовые нейронные сети (GNN), которые зарекомендовали себя как эффективный подход для предсказания химических и физических свойств молекул. В качестве данных для обучения и тестирования алгоритма будет использоваться набор конформаций подвыборки молекул из датасета MOSES. Датасеты хранятся в виде молекулярных баз данных в ASE-формате( база данных для атомов). ASE имеет собственную базу данных, которую можно использовать для компактного и удобного хранения и извлечения атомов и связанных с ними данных. Для оценки качества работы модели можно использовать метрику среднеквадратичной ошибки (MSE), которая показывает среднее значение квадрата отклонения предсказанных значений от реальных значений энергии молекулы.
SchNetPack — это набор инструментов для разработки и применения глубоких нейронных сетей для предсказания поверхностей потенциальной энергии и других квантово-химических свойств молекул и материалов. Он содержит базовые строительные блоки атомарных нейронных сетей, управляет их обучением и обеспечивает простой доступ к общим наборам данных эталонных тестов. Это позволяет легко внедрять и оценивать новые модели. SchNet является основным инструментом модели для решения задачи. Необходимыми инструментами также будут: 
· python 3.8,
· Atomic Simulation Environment (ASE) 3.21,
· библиотека NumPy,
· PyTorch 1.9,
· PyTorch Lightning 1.9.0.
Модель создается при помощи языка программирования Python. Скачаем обучающее и тестовое множество из репозитория MOSES train.db и test.db, указываем в коде путь к датасетам. Необходимо также обозначить отдельными переменными количество атомов в молекуле, атомные числа атомов молекулы, названия атомов молекулы. Создаем учителя, обучаем модель на основе датасета train.db и делаем предсказания. По окончанию работы модели получили файл, содержащий индентификатор молекулы и значение ее энергии рисунок 5. 
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Рисунок 5. Результат работы
Таким образом, использование машинного обучения для изучения представлений структурированных данных о молекулах и исследования их химического пространства является важным направлением в современной науке. Набор данных MOSES, основанный на коллекции ZINC Clean Leads, предоставляет стандартизированные наборы данных, утилиты и метрики для генерации молекул. Молекулярное моделирование использует теоретические и вычислительные методы для имитации поведения молекул в различных областях, таких как вычислительная химия, дизайн лекарств, вычислительная биология и материаловедение. Существуют различные молекурные представления, такие как молекулярный граф, SMILES и молекулярная конформация. 
Классический способ использования машинного обучения для прогнозирования молекулярных свойств - это сочетание выразительного, созданного вручную представления атомной окрестности с гауссовскими процессами или нейронными сетями. Однако, недавно эти методы в значительной степени были вытеснены графовыми нейронными сетями, которые изучают представления исключительно на основе типов атомов и координаты молекул. 
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Sandzhieva A.V.
Development of an algorithm for predicting molecule energy by its three-dimensional realisation
Abstract. The article analyzes the existing representations of the molecule models, identifies existing methods for solving the problem of determining the chemical and physical properties of a molecule by its three-dimensional implementation. Based on the results achieved, a machine learning model to predict the energy of a molecule is proposed.
Key words: SMILES, graph neural networks, SchNet, MOSES, molecules, machine learning, Python.
Information about the author
Sandzhieva Aleksandra Vasylevna (Russia, Moscow) – student, The Federal State Budget Educational Institution of Higher Education MIREA Russian Technological University (78, Vernadsky Avenue, Moscow, Russian Federation, 119454, alex.sandzhieva@yandex.ru)
References
1.
Schütt K.T. et al. Schnet: A continuous-filter convolutional neural network for modeling quantum interactions //Advances in neural information processing systems. – 2017. – Т. 30.
2.
Gasteiger J., Groß J., Günnemann S. Directional message passing for molecular graphs //arXiv preprint arXiv:2003.03123. – 2020.
3.
Polykovskiy D. et al. Molecular sets (MOSES): a benchmarking platform for molecular generation models //Frontiers in pharmacology. – 2020. – Т. 11. – С. 565644.
4.
Schütt K. T., S. S. P. Hessmann, N. W. A. Gebauer, G. Lederer, M. Gastegger. SchNetPack 2.0: Set of Neural Network Tools for Atomic Machine Learning. J. Heem Physical. 2023, 158 (14): 144801. 10.1063/5.0138367.
5.
C. T. Schutte, P. Kessel, M. Gastegger, C. Nicoli, A. Tkatchenko, C.-R. Mueller. SchNetPack: a set of deep learning tools for atomic systems. J. Heem. Computational theory. 2019, 15 (1): 448-455. 10.1021/acs.jctc.8b00908.
